Opis modułu kształcenia / przedmiotu  (sylabus)
	Rok akademicki:
	2013/2014
	Grupa przedmiotów:
	
	Numer katalogowy:
	

	

	Nazwa przedmiotu1):  
	Analiza danych z pakietem R
	ECTS 2)
	2,0

	Tłumaczenie nazwy na jęz. angielski3): 
	Data analysis with the R package

	Kierunek studiów4): 
	Informatics and Econometrics

	Koordynator przedmiotu5): 
	Dr Konrad Furmańczyk, Dr Marcin Dudziński

	Prowadzący zajęcia6): 
	Dr Konrad Furmańczyk, Dr Marcin Dudziński

	Jednostka realizująca7):
	Faculty of Applied Informatics and Mathematics, Department of Applied Mathematics

	Wydział, dla którego przedmiot jest realizowany8):
	

	Status przedmiotu9): 
	a) przedmiot fakultatywny
	b) stopień 2    rok 1
	c) stacjonarne

	Cykl dydaktyczny10): 
	Semestr letni (summer term)
	Jęz. wykładowy11): o ostatecznym języku fakultetu zadecydują studenci

	Założenia i cele przedmiotu12):
	The principal objective of the course is to present and discuss a variety of methods that are useful for exploring data and allow to find meaningful patterns and identify utilizing information hidden behind large volumes of raw data. Our topics include: numerical and graphical summaries of datasets, cluster analysis, classification methods, overview of linear and logistic regression, the data and model selection  issues, analysis of variance. Upon completion of our course students should be able to think critically about the data, as well as to apply statistical procedures to draw plausible conclusions and extract valuable knowledge from the provided database. This course will use the R environment for computing, graphical presentation and statistical inference.

	Formy dydaktyczne, liczba godzin13):
	Laboratorium: liczba godzin 30.

	Metody dydaktyczne14):
	Solving the problem, simulation games, discussion, project.

	Pełny opis przedmiotu15):
	Lecture topics:
· Visual techniques of datasets description – Principal component analysis (PCA), Multidimensional scaling (MDS), Correspondence analysis;

· Segmentation of data with the use of cluster analysis – k-means clustering, agglomerative methods, hierarchical methods;
· Classification methods in data exploration, cleaning and selection –  Fisher's linear discriminant,  Linear discriminant analysis (LDA), Quadratic discriminant analysis (QDA), Classification trees, Random forests, Support vector machine (SVM), k-nearest neighbors (k-NN) algorithm, Receiver operating characteristic (ROC) curves;
· Linear and logistic regression, prediction, model choice and validation;

· Analysis of variance (ANOVA).

	Wymagania formalne (przedmioty wprowadzające)16):
	Mathematical Statistics, English language.

	Założenia wstępne17):
	At least basic knowledge of mathematical statistics, computer familiarity, English skills (listening, speaking, reading, writing).

	Efekty kształcenia18):
	Student:

01 – can use visual techniques to describe data;

02 – can segment data using cluster analysis and can interpret the output;
03 – can apply classification methods in data exploration, cleaning and selection;

04 – can conduct regression analysis, perform model selection and validation, carry out forecasting;
	05 – can employ techniques of ANOVA in statistical testing and inference;

06 – can use algorithms and computational paradigms that allow to uncover patterns and regularities 
in databases and extract useful knowledge 
from large amounts of raw data.

	Sposób weryfikacji efektów kształcenia19):
	Efekty 01-06 – evaluation of the project, homework checking.

	Forma dokumentacji osiągniętych efektów kształcenia 20):
	List of the project topics, files with the submitted projects and the obtained grades.


	Elementy i wagi mające wpływ na ocenę końcową21):
	Evaluations of the project and its presentation.

	Miejsce realizacji zajęć22): 
	Computer lab.

	Literatura podstawowa i uzupełniająca23):

1. J. Koronacki, J. Ćwik, 2008 (originally published in 2005), „Statystyczne metody uczące się”. Akademicka Oficyna Wydawnicza Exit, Warszawa.

2. P. Biecek, K. Trajkowski, 2011, „Na przełaj przez Data Mining”. Available on http://www.biecek.pl/NaPrzelajPrzezDataMining.

3. M. Walesiak, E. Gatnar. (red.), 2009, „Statystyczna analiza danych z wykorzystaniem programu R”, PWN, Warszawa.

4. P. Biecek, 2008 (ed. 1), „Przewodnik po pakiecie R”. Oficyna Wydawnicza GiS, Wrocław. Available on the website http://www.biecek.pl/R/.

5. T. Hastie, R. Tibshirani, J.Friedman, 2001, „The elements of statistical learning: Data mining, inference and prediction”. Springer Science+Media, Inc., New York.
6. J. Faraway, 2002, “ Practical regression and anova using R”. Available on http://csyue.nccu.edu.tw/Practical Regression and Anova using R.pdf.

	UWAGI24):


Wskaźniki ilościowe charakteryzujące moduł/przedmiot25) :
	Szacunkowa sumaryczna liczba godzin pracy studenta (kontaktowych i pracy własnej) niezbędna dla osiągnięcia zakładanych efektów kształcenia18) - na tej podstawie należy wypełnić pole ECTS2:
	60 H

	Łączna liczba punktów ECTS, którą student uzyskuje na zajęciach wymagających bezpośredniego udziału nauczycieli akademickich:
	1,0 ECTS

	Łączna liczba punktów ECTS, którą student uzyskuje w ramach zajęć o charakterze praktycznym, takich jak zajęcia laboratoryjne, projektowe, itp.:
	1,0 ECTS


Całkowity nakład czasu pracy - przyporządkowania ECTS2):

	Lectures in computer lab
	30 h

	Participation in consultations (1/5 of all consultations)
	3 h

	Presence at the presentation of the project
	1 h

	Completing the assignments started during the classes
	0,5h x 15 = 7,5 h

	Solving the homework assignments
	0,5h x 15 = 7,5 h

	Preparation of the project
	10 h

	Total:
	59 h

	
	2,0 ECTS


W ramach całkowitego nakładu czasu pracy studenta - łączna liczba punktów ECTS, którą student uzyskuje na zajęciach wymagających bezpośredniego udziału nauczycieli akademickich:

	Lectures in computer lab
	30 h

	Participation in consultations (1/5 of all consultations)
	3 h

	Presence at the presentation of the project
	1 h

	Total:
	34 h

	
	1,0 ECTS


W ramach całkowitego nakładu czasu pracy studenta - łączna liczba punktów ECTS, którą student uzyskuje w ramach zajęć o charakterze praktycznym: 

	Completing the assignments started during the classes
	0,5h x 15 = 7,5 h

	Solving the homework assignments
	0,5 h x 15 = 7,5 h

	Preparation of the project
	10 h

	Participation in consultations (1/5 of all consultations)
	3 h

	Total:
	28 h

	
	1,0 ECTS


Tabela zgodności kierunkowych efektów kształcenia z efektami przedmiotu 26) 

	Nr /symbol efektu
	Wymienione w wierszu efekty kształcenia:
	Odniesienie do efektów dla programu kształcenia na kierunku

	01
	can use visual techniques to describe data;
	W01, U01, W03, U03, W07, U07, U08

	02
	can segment data using cluster analysis and can interpret the output;
	W01, U01, W03, U03, W07, U07, U08

	03
	can apply classification methods in data exploration, cleaning and selection;
	W01, U01, W03, U03, W07, U07, U08

	04
	can conduct regression analysis, perform model selection and validation, carry out forecasting;
	W01, U01, W03, U03, W07, U07, U08

	05
	can employ techniques of ANOVA in statistical testing and inference;
	W01, U01, W03, U03, W07, U07, U08

	06
	can use algorithms and computational paradigms that allow to uncover patterns 
and regularities in databases and extract useful knowledge from large amounts of raw data.
	W01, U01, W03, U03, W07, U07, U08
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